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基于机器学习的东非植被变化因子重要性分析
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摘 要:[目的]基于机器学习算法对东非植被变化进行因子重要性分析,测度不同算法在各情况下的精度

差异及适用性,为保护、恢复和促进可持续森林管理、水土流失综合防治提供科学依据。[方法]以东非9个国

家2001—2020年的归一化植被指数(normalizeddifferencevegetationindex,NDVI)变化为研究对象,选取影响

东非植被变化的2个气候因子及5个人类活动因子作为自变量,利用随机森林(randomforest,RF)、BP神经

网络(BPneuralnetworks,BP)、支持向量机(supportvectormachines,SVM)、遗传算法(geneticalgorithm,

GA)、径向基神经网络(radialbasisfunction,RBF)、卷积神经网络(convolutionalneuralnetworks,CNN)6种

机器学习算法建立NDVI预测模型,以决定系数(R2)、平均绝对误差(MAE,meanabsoluteerror)、平均相

对误差(MRE,meanrelativeerror)3个指标评价评估6种机器学习算法预测NDVI变化的潜力,并基于所

得的最优模型即对选取的7个因子进行重要性分析。[结果]精度验证结果表明,研究区内在全因子的情

况下,CNN算法的回归精度最差;经逐轮删除一个综合表现不佳的算法后,RF算法建立的模型在东非

NDVI变化分析中回归精度较高;基于随机森林算法的不同因子变量对NDVI变化的重要性表明,年降水

量、N2O排放量、CH4 排放量、牲畜数量4个变量对NDVI变化回归的结果影响较大。[结论]随机森林算

法的回归能力在东非NDVI模拟中具有相对优势,降水量是影响植被变化最重要的气候因子,同时,温室

气体的排放对于东非植被的变化也具有一定的影响。东非各国应提高植被变化对气候环境、社会经济和

政治制度相互依存关系的认识和理解,并制定适当的政策以促进可持续森林管理、防治荒漠化。
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Abstract:[Objective]AfactorimportanceanalysisofvegetationchangesinEastAfricabasedondifferent
machinelearningalgorithmswasconductedto measuretheaccuracyandapplicabilityofthedifferent
algorithmsinordertoprovideascientificbasisforprotecting,restoring,andpromotingsustainableforest
managementandcomprehensivepreventionandcontrolofsoilerosion.[Methods]Changesinnormalized
differencevegetationindex(NDVI)forninecountriesinEastAfricafrom2001to2020weredetermined.The
independenttreatmentvariablesweretwoclimaticfactorsandfivehumanactivityfactorsaffectingvegetation
changesinEastAfrica.SixmachinelearningalgorithmswereusedtoestablishNDVIpredictionmodels:

randomforest(RF),BPneuralnetworks(BP),supportvectormachines(SVM),geneticalgorithm(GA),



radialbasisfunction(RBF),andconvolutionalneuralnetworks(CNN).Coefficientofdetermination(R2),

meanabsoluteerror(MAE),andmeanrelativeerror(MRE)wereusedaserrorindicatorstoevaluatethe
potentialofthesixmachinelearningalgorithmsforpredictingNDVIchanges.Basedontheoptimalmodel
(RF),theimportanceoftheselectedsevenfactorswasdetermined.[Results]Theaccuracyverification
resultsshowedthattheregressionaccuracyoftheCNNalgorithmwastheworstforthefullfactorcaseinthe
studyarea.Afterdeletinganalgorithmwithpoorcomprehensiveperformanceineachroundoftesting,the
modelestablishedbytheRFalgorithmhadthehighestregressionaccuracyforNDVIchangeanalysisinEast
Africa.TheimportanceofdifferentfactorvariablestoNDVIchangebasedonRFshowedthatannual
precipitation,N2Oemission,CH4emission,andlivestocknumberhadthegreatestinfluenceontheresultsof
theNDVIchangeregression.[Conclusion]RFhadacomparativeadvantageforNDVIsimulationinEast
Africa.Precipitationwasthemostimportantclimaticfactoraffectingvegetationchanges.Atthesametime,

greenhousegasemissionsalsohadanimportantimpactonvegetationchangesinEastAfrica.EastAfrican
countriesshouldraiseawarenessandunderstandingoftheinterdependenceofvegetationchangesonclimate,

environment,socio-economicconditions,andpoliticalsystems,anddevelopappropriatepoliciestopromote
sustainableforestmanagementandtocombatdesertification.
Keywords:normalizeddifferencevegetationindex (NDVI);machinelearning;accuracyevaluation;factor

importance;EastAfrica

  作为全球环境变化生态指示器,植被覆盖被认为

是生态系统非常重要,并且对环境变化极为敏感的能

够影响土壤侵蚀的一部分重要元素[1-2],其变化在一

定程度上可反映区域自然和人类活动的变化[3]。尤

其在土壤侵蚀的发生、发育过程中,地表植被的覆盖

和保护是削弱土壤侵蚀发展的关键性环节[4],其演变

方向及程度为土壤侵蚀评价的导向性要素[5]。近年

来,卫星传感器已成为研究区域到全球尺度植被动态

和趋势的重要工具[6]。为表现植被状况的时空综合

特征而产生的归一化植被指数(normalizeddiffer-
encevegetationindex,NDVI)是分析实时绿色植被

生长状况,反映植被动态变化的重要指标[7]。
目前,国内外已经发展了许多方法来估计植被覆

盖变化的驱动因素,包括逐步线性回归、相关分析、残
差法等,这些方法主要是分析气象因子等与 NDVI
或植被覆盖度之间的相关性,而不是定量评价各因子

的重要性并监测其在长时间序列中的重要性变化规

律[8]。与此同时,为了解决非线性问题和大数据处理

问题的机器学习方法应运而生。机器学习是一个跨

学科的研究领域,主要研究如何利用计算机来模拟或

实现人类的学习行为,从而获得新的知识或技能,为
数据的分析和未来趋势的预测提供了一种数据驱动

的、经验的途径[9]。该方法已经应用于植被恢复领

域,并取得了良好的效果[10]。黄生志等[11]引入基于

支持向量机的模型量化气候变化和人类活动对植被

覆盖动态的影响;吴书普等[12]利用随机森林方法提

取出非洲萨赫勒地区荒漠、草地生物群落过渡带的范

围,利用元胞自动机(CA)—马尔科夫模型预测荒漠/

草地过渡带的空间位置;Adam等[9]提出了一种基于

卫星的植被状况指标预测方法,采用高斯过程模型

(GP)和线性自回归模型(AR)对NDVI异常等进行

了预测,划定了肯尼亚国家干旱管理局所使用的干旱

预警红线。
由于全球气候变暖、人口压力增加、快速城市化

以及全球对初级农产品和矿物资源的需求增加等因

素[13-15],非洲的环境和植被的退化越来越严重[13]。
东非横跨赤道,植被类型广泛,一直都被认为是非洲

植被严重退化的重点关注地区。该区域植被覆盖动

态对气候变化及人类活动的敏感性各不相同,确定这

种敏感性的影响因素对于评估整个区域对气候变化

和人类活动的敏感性至关重要。现有研究针对植被

动态对气候变化、人类活动的区域响应评估在数据一

致性、时间序列分析技术和统计建模等方面尚未有一

致定论。尤其在东非这种植被覆盖具有强烈异质性、
人类活动急剧增加的大尺度空间范围内,目前尚缺乏

人类活动增强对植被覆盖变化的定量研究。如何推

导出有意义的环境指标对于整个区域植被变化的驱

动力研究至关重要[14]。因此,本文基于东非9个国

家2001—2020年的 MODISNDVI数据,考虑年降

水量、年均地表温度2个气候变化因子以及CH4 排

放量、N2O排放量、林业产品消耗量等5个人类活动

因子,使用6种机器学习算法建立东非NDVI估算模

型并对其进行精度验证,同时对影响 NDVI变化的

各因子进行重要性分析。本研究结果可以为东非各

国NDVI估算精度的提高和方法的选取提供科学

建议。
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1 研究区概况

选取的东非(28.8°—51.4°E,-18.0°—12.0°S)
面积约3.71×106km2,包含埃塞俄比亚、布隆迪、厄
立特里亚、肯尼亚、吉布提、卢旺达、索马里、坦桑尼亚

和乌干达9个国家(图1)。尽管位于热带,但主要被

归类为干旱和半干旱地区[15],主要表现为不同的季

节间雨量差异大[16],不同年份间降水模式差异大,整
个研究区域的年降雨量在0~2340mm之间变化,
年均降水量为51.73mm。热带间辐合区(ITCZ)的季

节性迁移主导使其形成了强烈的降水周期,即3—5月

的“长雨季”和10—12月的“短雨季”[13],介于两个雨季

之间的即为旱季。温度年变和缓、年较差小,多年平均

气温为24.85℃。地形以高原为主,海拔自埃塞俄比

亚达 纳 基 尔 洼 地(DanakilDepression)海 平 面 以 下

197m到肯尼亚山(MountKenya)海平面以上5880m
不等,平均海拔高度为1200~1500m。东非地貌类

型多样,北部为东非湖群高原,呈圆形,东、西为两支裂

谷带,裂谷带中有湖群,并有被充填熔岩分割成的盆

地,中间高原面平坦而辽阔。土壤包含黏土、斑脱土、
硅藻土、漠质土、棕钙土等。研究区域内植被类型丰

富,植被覆盖的类型变化率高,从森林到沙漠生态系统

不等,但是以草地为主,夹杂着木本植物[17]。全域

NDVI均值最高值为0.9222,均值约为0.5570,NDVI
高值主要分布在主要为海拔较高的埃塞俄比亚西南

部、肯尼亚西北部、坦桑尼亚北部以及乌干达的部分

区域,低值则集中在厄立特里亚东北部及肯尼亚中部

地区,这些地区多为裸地、稀疏草地,植被较为稀疏。

图1 研究区域高程和2001—2020年NDVI均值分布

Fig.1 ElevationofstudyareaandmeanNDVIdistributioninEastAfricafrom2001to2020

2 数据来源与方法

2.1 数据来源及预处理

2.1.1 NDVI数据 为反映植被生长周期的真实特

征,避免掩盖植被周期内的变化,本研究选用2001—

2020年美国国家航空航天局地球观测系统数据和信

息系统(https:∥earthexplorer.usgs.gov/)发布的按

16d合成的 MOD13A2产品,轨道编号为h20v08-
h23v10,采用国际上通用的最大合成法(MVC)对其

进行处理得到年值,通过ArcGIS10.8裁剪得到以国

家级行政区为单位的逐年NDVI。

2.1.2 气象数据 本研究所使用的降水数据为气候

灾害组红外降水站数据集(climatehazardsgroup

infraredprecipitationwithstation,CHRIPS),是目

前东非地区最高分辨率的长时间序列降水产品[18],
该数据集的原始分辨率为0.05°×0.05°,时间跨度为

1981年至今。温度数据选用来自中分辨率成像光谱

辐射计(MODIS)的分辨率为1km的地表温度(land
surfacetemperature,LST)产品 MOD11A2,其值为

8d中晴好天气下的地表温度/发射率的平均值,数据

下载及预处理同上述NDVI数据下载地址及处理方

法。即本研究选用的降水量为各国年内降水量的总

和,LST,NDVI为各数据原有精度基础上各栅格的

最大值;并选用全域的平均值为该国该年的变量值。

2.1.3 人类活动相关数据 本研究选取的人类活动

因子为9个国家2001—2020年内的 CH4 排放量、
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N2O排放量、林业产品消耗量(forestry,FRS)、生质

燃烧排放量(biomassburnedemissions,BBE)、牲畜

数量(productioncropslivestock,PCL)5种,均可通

过联合国粮食及农业 组 织(FoodandAgriculture
OrganizationoftheUnitedNations,FAO)提供的包

含全球 各 国 粮 食 和 农 业 的 数 据 库 页 面(https:∥
www.fao.org/faostat/zh/#home)下载得到,数据以

年内总值为计量单位,格式为XML。

2.2 研究方法

2.2.1 机器学习算法

①随机森林(randomforest,RF)算法。由Leo
Breiman[19]于2001年提出,其原理是将Bagging集

成学习思想与随机子空间方法相结合。随机森林以

决策树为基础学习器构建Bagging集成,并在决策树

的训练历程中添加了随机属性的选取,以此加大分类

模型之间的相异性,进而增强该模型的泛化能力以及

预测能力[20]。②BP神经网络(BPneuralnetworks,

BP)。是人工神经网络的一种类型,是一种误差反向

传递学习算法的多层前馈网络[21]。BP神经网络模

型为3层前馈神经网络,包括输入层、隐含层和输出

层。BP算法的学习过程由正向传播和反向传播组

成。在正向传播过程中,输入信号从输入层经隐含层

逐层处理后传向输出层。如果输出层不能得到期望

的输出,则转入反向传播,将误差信号沿原来的连接

通道返回,通过修改各层节点的权值,使得误差信号

最小,是目前应用最广泛的神经网络模型之一[22]。

③支持向量机(supportvectormachines,SVM)算
法。该算法可以通过核函数将训练数据转换为高维

特征空间[23],确定一个最佳超平面,使平面与最近的

正反面之间的距离达到最大[24]。本研究采用径向基

函数作为支持向量机的核函数,并利用“tune.svm”

and“svm”两个函数调整参数cost和gamma[25],确定

两个参数的最佳组合。④遗传算法(geneticalgo-
rithm,GA)。该算法是一种借鉴生物界自然选择和

自然遗传机制的随机搜索算法[26]。它通过模拟自然

进化过程来搜索最优解,并按照某种方式进行编码,
作用于称为染色体的字符串,模拟由这些串组成的群

体进化过程,最后通过有组织、随机的信息交换来重

新组合那些适应性较好的串,生成新的群体[27]。⑤径

向基神经网络(radialbasisfunction,RBF)。只具有

三层前向网络:第1层为输入层;第2层为隐藏层,对
输入信息进行空间映射变换;第3层为输出层,结构

相对简单,涉及的神经元连接数目较少[28]。与其他

类型的神经网络相比,RBF神经网络具有更强的逼

近能力,拓扑结构简单,逼近精度高且速度更快,可逼

近任意非线性函数,应用广泛[29]。⑥卷积神经网络

(convolutionalneuralnetworks,CNN)。是一种可

以自动从数据库中学习并更新权重参数的模型[30],
其是深度学习的代表模型之一。卷积神经网络由

输入层、隐藏层和输出层组成,而权重参数“隐藏”在
隐藏层中,隐藏层的数量越多则表明深度学习的深度

越深。卷积神经网络具有结构简单、应用性强和识别

率高的特点,在比较模型性能的方面具有很好的对比

意义[31]。

2.2.2 评价指标 本文以研究区内9个国家2001—

2020年逐年年均 NDVI,共180个样本作为因变量,
选择影响植被生长的7个要素为自变量。以每10次

为1轮模拟,逐轮删除1个综合表现不佳的算法,同
时基于随机森林算法所得的因子重要性每轮剔除一

个相对重要性较低的因子,直至仅有两项对比即可得

到最优算法并对影响NDVI变化的各因子重要性进

行排序。整体样本采用简单随机法随机抽取126个、
即70%的样本数据作为训练集(trainingsets,TRS),

54个、即 30% 的 样 本 作 为 测 试 集 (testingsets,

TES),采用SVM,BP,RF,RBF,CNN,GA6种方法

建立东非NDVI回归模型,用决定系数(R2)、平均绝

对误差(MAE)、平均相对误差(MBE)3个误差评价

指标来评价机器学习算法的准确性,计算公式为:
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式中:i代表年份;yi 代表东非实际NDVI;∧
yi

代表

预测 NDVI即 根 据 回 归 方 程 计 算 值;􀭵yi 为 平 均

NDVI。

3 结果与分析

3.1 模型评价

3.1.1 全因子全算法的模型评价 不同机器学习算

法在东非NDVI模拟预测的适应性不同,在全因子的

模拟情况下各算法的训练测试结果如图2所示。可

以看出,SVM算法建立的回归模型分布较为集中、拟
合优度较高,训练集、测试集的 R2 均值分别达到

0.994,0.990,训练集 MAE均值最低、仅为0.011;

CNN算法的精度最低,训练集、测试集的数据较为分
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散,R2 均值仅有0.828和0.858,其训练集 MAE,

MBE也均 为7种 算 法 的 最 大 值,分 别 为0.054,

0.001。GA,BP算法表现次之,训练集的R2 相较于

SVM分别减少了0.17%和0.27%,MAE则相对增加

了8.44%,17.00%;RF算法在本模拟情景下,其测试

集拟合优度表现出较大的波动性,R2,MAE均值与

中位数相差达0.40%,4.78%;RBF算法训练集、测试

集的 MAE,MBE则分别为同种情况下的绝对值最大

值,表现相对一般。综合来看,6种机器学习算法分

别在不同的评价指标下具有各自的相对优势,若想求

得适用于东非NDVI预测的最佳回归模型还需进一

步模拟并重新评估。

图2 不同机器学习算法首轮训练测试结果

Fig.2 Firstroundoftrainingtestresultsofdifferentmachinelearningalgorithms

3.1.2 最优模型的探求 为寻找适用于东非 NDVI
计算回归的最佳模型,同时评估基于不同机器学习算

法建立的NDVI估算模型是否存在差异,本文基于各

算法拟合所得的评价指标值(图2),逐轮删除2个及

2个以上指标均劣于其他算法同期表现的算法[32],直
至仅有两项对比即可得到最优算法。图3为分析5
轮模拟中各方法训练集、测试集R2 一致性的Bland-
Altman图。表1展示了6种算法分别在5轮模拟汇

总所得的 MAE,MBE结果,最优指标用粗体表示。
结果显示,第1,2轮拟合过程中,CNN算法、RBF算

法先后因R2 几何均值(0.840,0.976)低于同期其他

算法、训练集 MAE几何均值(0.048,0.023)及测试集

MAE几何均值(0.053,0.027)高于同期其他算法均

被淘汰;在第3轮中,BP算法训练值与预测值的最大

误差为0.032,差分值可达0.024,相较其在第2轮的

表现误差增加29.61%,其测试集 MAE、训练集 MBE
也逼近同期最大值;第4轮拟合时,SVM 算法误差有

40%(2/10)点在95%一致性界限外,几何均值仅有

0.967,其余四项指标均达各项极值,表现极不稳定,
同时,GA算法的R2 几何均值也仅有0.976,低于同

期RF算法R2 几何均值0.70%。
尽管前4轮中RF算法、GA算法的训练集、测试

集R2 误差均在95%置信区间,但在最后一轮拟合中

二者均表现出强烈的不稳定性,所得误差值均有2/10
点在界限外,RF算法误差值达全轮最高、为0.1228,
超出置信区间上限值45.40%;GA算法所得训练集

与测试集R2 的几何均值最小为0.886,低于RF算法

所得最小值4.35%;其剩余指标没有表现出明显的优

势,但整体效果略差,说明就预测模拟结果的定量精

度而言,更少的指标作为驱动因子在一定程度上降低

了模拟结果的准确性。综合5轮结果来看,RF算法

各项指标在训练集、测试集中的协同性较强、同步率

较高,为模拟东非NDVI变化的最优算法。

3.2 东非植被变化的因子重要性分析

机器学习算法可以在建立模型时可以定量比较

分析东非气候因子和人类活动对其NDVI变化的影

响,本文基于随机森林模型对选取的7个因子进行重

要性分析(图4)。在各种影响东非植被生长的要素

中,降水对植被的贡献率达到31.36%,表明降水对于

东非植被的生长具有至关重要的作用;同为气象要素

的地表温度则相对重要性程度较低,其次最大重要性

为0.395,仅占同期模拟过程中的8.78%;牲畜数量对

于东非 NDVI的变化影响也较大,重要性比值约为

13.96%;CH4 排放、N2O排放在本次模拟中重要程

度相当,其值均稳定在0.49上下;林业产品消耗的重

要程度较次。

132第6期       张秀梅等:基于机器学习的东非植被变化因子重要性分析



图3 5轮模拟中各方法训练集、测试集R2Bland-Altman
Fig.3 R2Bland-Altmanplotsoftrainingsetandtestsetofeachmethodin5roundsimulations

表1 5轮模拟中各算法所得训练集、测试集的 MAE,MBE几何均值

Table1 MAEandMBEgeometricmeanoftrainingsetandtestsetobtainedbyeachalgorithmin5roundsimulations

指 标 算 法
模拟轮数

1 2 3 4 5
CNN 0.048 — — — — 
RBF 0.017 0.023 — — — 

TRSMAE
BP 0.013 0.014 0.013 — — 
SVM 0.012 0.013 0.013 0.023 — 
GA 0.012 0.012 0.013 0.017 0.027
RF 0.012 0.014 0.012 0.013 0.018
CNN 0.053 — — — — 
RBF 0.021 0.027 — — — 

TESMAE
BP 0.017 0.017 0.018 — — 
SVM 0.015 0.016 0.017 0.028 — 
GA 0.017 0.016 0.016 0.020 0.027
RF 0.018 0.019 0.018 0.021 0.028
CNN 0.006 — — — — 
RBF 0.0000 0.0000 — — — 

TRSMBE
BP 0.001 0.0004 0.001 — — 
SVM 0.001 0.001 0.001 0.005 — 
GA 0.001 0.001 0.001 0.002 0.001
RF 0.0003 0.0004 0.000 0.000 0.000
CNN 0.012 — — — — 
RBF 0.003 0.002 — — — 

TESMBE
BP 0.002 0.002 0.005 — — 
SVM 0.002 0.002 0.004 0.007 — 
GA 0.003 0.005 0.001 0.002 0.003
RF 0.0016 0.0019 0.005 0.004 0.005
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图4 基于随机森林算法的首轮模拟各因子重要性

Fig.4 Importancediagramofeachfactorinfirstroundof
simulationbasedonrandomforestalgorithm

为深入研究因子组合对东非 NDVI变化的解释

程度,在结合全因子重要性定量评价结果的基础上,
逐轮删除一个重要值几何均值最低的因子,重新组合

各因子对东非NDVI的变化进行重要性分析,分析结

果如图5所示。通过对比5轮模拟结果可知,对东非

NDVI变化影响最大的因子为年降水量,其平均重要

性在31%~42%之间,且其重要性大小随着因子数

量的减少而降低。仅次于降水量的为 N2O 排放、

CH4 排放,且N2O排放的重要性始终高于CH4;与
降水量不同,二者重要性随模拟次数的递增其值呈递

增状态,增加速率分别为0.063/10次和0.054/10次;
值得注意的是,第二轮中生质燃烧排放量的重要性仅

有0.475,为同期最低值而被剔除。在第三轮模拟中

其分量分别有0.121,0.135被转移至N2O,CH4 排放

量,尽管非洲不是因商业及工业能源需求而产生的温

室气体的主要排放国,但由于森林砍伐和植被覆盖变

化,其碳氮排量可达全球排放量的约20%~30%[33]。
林业产品消耗量的重要性则始终低于东非牲畜数量

的重要 性,三 轮 相 差 比 例 分 别 为2.81%,2.45%,

4.41%,东非牲畜数量的贡献率也由最初的0.597,占
比14.01%上涨至0.604,占比18.39%,在第四轮模拟

中基本与CH4 排放量的重要性相持平;第三轮中则

更是相差仅有4.41%,这是由于非洲人口对非洲牧场

资源的依赖将持续增加,更多牧场内的牲畜资源将会

转变为农田以满足粮食需要[34]。

图5 5轮模拟中各因子重要性等高线剖面

Fig.5 Contourprofileofimportancesofeachfactorin5roundsofsimulation

4 讨论与结论

4.1 讨 论

全面分析气候变化和人类活动对植被覆盖动态

研究的主要困难是,驱动因素重要性大小的准确性在

很大程度上由计算方法的选择所决定[35]。机器学习

方法通过不断优化迭代表达数据中的非线性关系,拓
展了气候变化和人类活动对植被变化影响研究的深

度和广度,可有效弥补目前常用研究方法的局限。本

文实践了多种机器学习算法在东非NDVI变化中的
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适用性分析,从模拟预测结果角度来看,6种机器学

习算法对NDVI的预测能力有所差异,在影响NDVI
变化的因子为全因子的情况下,除CNN外其余5种

算法均表现出较强的稳定性、准确性;各算法的稳定

性随因子数量的减少而降低、模拟精度也逐步小幅度

向劣,尤以SVM算法为首开始出现误差点在95%一

致性以外。
按照本文试验设计,第5轮模拟中仅有降水量、

CH4 排放量、N2O排放量3个因子,此时遗传算法、
随机森林算法分别呈现出模拟精度低、误差值增大的

劣势,遗传算法则在第3轮、第4轮呈现出该轮次模

拟精度低于同期值约0.02,0.03的现象,故在综合考

虑的前提下,本文认为随机森林算法在东非NDVI模

拟与预测的能力更强、适应性更高,这与之前学者得

出的结论一致[36-39]。
随机森林算法可以准确描述生物物理参数与复

杂环境因素之间的复杂非线性关系[40],但在其应用

过程中,样本、训练集等的数据量对计算结果的影响

一直为机器学习的研究热点之一。本文选取东非

9个国家2001—2020年逐年年均NDVI,经由7个影

响因子在5轮模拟中对比筛选出对NDVI变化影响

最大的因子。由表2可知,在全因子的情况下,各因

子重要性平均偏差值较大、表现出较强的离势程度;
随着模拟次数的增加,按照本文逐个删除重要性最低

因子的试验设计,除首轮模拟中平均偏差值本就最小

的N2O 排放量重要性平均偏差值呈增大趋势,由

0.036上升至0.048之外,其余各因子的重要性大小多

呈平均偏差值减小,离势程度减弱的趋势,即在引起

因变量变化过程中,越少的自变量其重要性大小越稳

定。这与前人多认为训练集样本特征足够多时精度

往往较好的研究所得并不一致[41-42],这是由于在不同

模拟轮数中,数据样本总量在逐步减少,而当数据量

偏少时,采样方式为随机采样可以减弱数据量不足对

结果精度的负面影响[43]。

表2 5轮模拟中各因子重要性的平均偏差值

Table2 Averagedeviationofimportanceofeachfactorin5roundsofsimulation

模拟轮数
因子重要性平均偏差值

PRE N2O CH4 PCL FRS BBE LST
1 0.105 0.036 0.058 0.084 0.046 0.039 0.064
2 0.106 0.047 0.043 0.064 0.044 0.030 —

3 0.056 0.044 0.047 0.068 0.053 — —

4 0.081 0.054 0.056 0.034 — — —

5 0.090 0.048 0.033 — — — —

  东非地域的特殊性也是本文试验设计的一大难

点。东非盛行大面积的降雨异常和长期干旱[44],

Mike等[45]预测整个非洲大陆在每10a将会增温0.2
~0.5℃的温度条件下,东非可能预计到2050年长雨

季降水增加约5%~20%,短雨季降水减少约5%~
10%,降水量的减少直接导致区域干旱频率和强度的

增加,这将对植被健康直接造成损害,甚至导致土壤

侵蚀程度增加、土壤质量恶化[46]。此外,东非社会经

济和政治变化以及人口压力的骤增[47],使得该地区

通 过 城 市 扩 张 引 起 的 植 被 退 化 面 积 持 续 显 著 增

加[48]、林业产品消耗量及出口量大幅增长、牲畜数量

增加带来的人畜争粮日趋严重,废弃农作物等生质燃

烧排放量的增加、碳排放骤增引起的虫灾更是对农田

的直接破坏[49],这是本文选取CH4 排放量、N2O排

放量、林业产品消耗等因子作为人类活动因子的重要

原因。另外,本研究选取该系列等因子作为人类活动

因子的主要目的为保证数据同源、尽可能降低误差。
另有影响东非植被变化的部分气候因子(如干旱指

数、蒸散发数据等)因数据时间跨度不一致、人类活动

指标(如GDP、永久性作物耕地面积等)受数据来源

限制没有被纳入训练分析。同时,由于本研究分析的

基本单元为国家级行政区,地形因子及土地利用方式

由栅格尺度的二维数据向单维度的数据转换时误差

程度远远高于气象数据的转换,这也是本研究的不足

之处,在后续的研究中,拟决定进一步将栅格数据导

入机器学习模型,最终以各像元为基本单元分析机器

学习算法的适应性,同时寻找更多能代表农业活动因

子的变量参与模型预测,以尽可能达到最接近真实情

况的气候及人类活动变化对东非植被覆盖演变的影

响程度定量估算。

4.2 结 论

(1)不同机器学习算法在不同因子组合的情况

下其模拟精度存在差异,使用6种机器学习算法建立

的模型中CNN 算法建立的模型精度最低(R2
G.M.=

0.840,TRSMAEG.M.=0.048),RF算法稳定性最高、
准确性较强(R2

G.M.max=0.988),为模拟东非NDVI变

化的最优算法,且在逐轮删除一个NDVI驱动因子的

情况下,指标数量的增加在一定程度上可以保证模拟
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结果的准确性。
(2)选取的7个影响东非 NDVI变化的自变量

中降水对NDVI的重要性最高,且其重要性大小随着

因子数量的减少而降低,其次为N2O排放量、CH4 排

放量、牲畜数量,重要性占比依次为20.55%,19.72%
和18.39%,年均地表温度对研究区NDVI的变化影

响最小,仅有6.74%。
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