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2.3　不同模型滑坡易发性评价结果对比

应用 5 种机器学习模型（逻辑回归、随机森林、

支持向量机、梯度提升机和 XGBoost）对滑坡易发

性进行预测，并根据预测的易发可能性将研究区域

划 分 为 5 个 易 发 性 等 级 ：极 低、低、中 等、高 和 极

高（图 4）。

统计每一易发性区间内的面积、历史发生滑坡

数量以及滑坡密度。由表 3 可知，随着易发性等级从

“极低”向“极高”过渡，历史滑坡点的密度也呈现出

显著的阶梯式增长。

在极低和低易发性区域，各模型的划分策略展现

出不同的侧重。该区域覆盖研究区的大部分面积。

其中，梯度提升机（GBM）与 XGBoost 模型表现出强

大的识别稳定区域的能力，分别将 1.97×104 km²和
1.60×104 km²的区域划为极低易发区。然而，与这种

划分相应的是，GBM 将 163 处历史滑坡点错误地归

入该安全区，导致其滑坡密度达到 0.008 例/km²，在
5 种模型中最高，存在一定的漏报风险。相比之下，

逻辑回归（LR）模型则表现出极高的稳健性，其划定

的极低易发区内未包含任何历史滑坡点，其定义的

绝对安全区域最为保守和可靠。随机森林（RF）与支

持向量机（SVM）则处于两者之间，在划定较大安全

范围的同时，保持极低的滑坡密度（0.002 例/km²），实
现较好的平衡。进入低易发区后，所有模型的滑坡

密度趋于一致，其值为 0.019~0.026，表明各模型对

于具有轻微致灾风险区域的识别能力已形成共识。

在中等易发性区域中，各模型表现出高度的一致

性。尽管不同模型划定的中等易发区面积差异显著，

从 GBM 的 1 001.22 km²到 LR 的 8 853.57 km²不等，

但其内部的滑坡密度稳定在 0.034~0.038 例/km²。
这一现象表明，无论是基于线性关系的逻辑回归，还

是非线性集成模型，对于构成中等风险水平的特征

因子组合有着相似的判断标准。该区域可以被视为

从稳定状态向失稳状态过渡的临界地带，其特征对

于所有模型而言都清晰可辨，增强了整个易发性评

价结果的置信度。

随着风险等级的提升，高易发性区域作为滑坡

灾害的频发地带，各模型的表现开始出现更大的差

图 4　桂林市 5 种机器学习滑坡易发性评价

Fig.4　Landslide susceptibility assessment of Guiling City using five machine learning methods
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异。逻辑回归和支持向量机在此区域划定相对广阔

的范围，分别为 6 493.36 km²和 6 121.99 km²，其滑坡

密度稳定在 0.05~0.06 例/km²，表明能够有效识别大

范围、具有普遍高风险特征的区域。相比之下，随机

森林和 XGBoost 这类集成树模型所划定的高易发区

范围较小，但其滑坡密度却显著偏高，尤其是随机森

林达到 0.087 例/km²。这反映出它们在识别高风险

区域时具有更强的辨识力，能够将具有高致灾潜力

的核心区域从一般风险区中剥离出来，显示出更优

越的风险识别能力。这种差异预示着，在应对高风

险区域时，集成模型可能更具效率。

在防灾减灾工作中，最为关键的极高易发性区

域是滑坡灾害的集中爆发地。随机森林模型展现出

卓越的性能，其划定的极高易发区面积虽然不大，但

滑坡密度达到 0.164 例/km²，是所有模型之首。这说

明 RF 模型能以最高的精度和效率圈定出最危险的

区域，其预测结果对于预警和防治工作的指导价值

最大。 XGBoost 同样表现出色，其滑坡密度高达

0.125 例/km²。这种优越性主要得益于它们能够有效

捕捉致灾因子间复杂的、非线性的相互作用，并通过

集成学习机制来提升模型的泛化能力和鲁棒性。另

一方面，梯度提升机虽然将最大面积（4 544.14 km²）
和最多滑坡点（460 处）划入极高易发区，但其滑坡密

度（0.101 例/km²）并不大，可能存在一定的过预测倾

向，即将部分高易发区也囊括进极高范围，导致风险

区域的扩大化和密度的稀释。逻辑回归和支持向量

机在此区域同样有效，但其滑坡密度略低于集成模

型，分别为 0.103 例/km2和 0.096 例/km²，这可能与其

线性假设对高维复杂问题的参数敏感性有关，限制

了它们在极端风险区识别上的精确度。

以随机森林和 XGBoost 为代表的集成树模型，

在识别和判定高风险及极高风险区域时表现出一定

的优势。它们不仅能有效捕捉地质环境因子间的复

杂非线性关系，更能以极高的精度将历史滑坡点富

表 3　滑坡易发性绘图结果的分类统计

Table 3　Classification statistics of landslide susceptibility mapping results

模  型

逻辑回归模型

随机森林模型

支持向量机

梯度提升机

XGBoost

滑坡易发可能性

<0.2
0.2~0.4
0.4~0.6
0.6~0.8
>0.8
<0.2
0.2~0.4
0.4~0.6
0.6~0.8
>0.8
<0.2
0.2~0.4
0.4~0.6
0.6~0.8
>0.8
<0.2
0.2~0.4
0.4~0.6
0.6~0.8
>0.8
<0.2
0.2~0.4
0.4~0.6
0.6~0.8
>0.8

易发性类型

极低

低

中等

高

极高

极低

低

中等

高

极高

极低

低

中等

高

极高

极低

低

中等

高

极高

极低

低

中等

高

极高

面积/km2

9 631.86
2 211.90
8 853.57
6 493.36

468.07
11 588.39

6 589.51
6 165.83
2 692.41

622.63
11 328.12

3 624.29
5 493.14
6 121.99
1 091.22

19 711.96
1 304.00
1 001.22
1 097.44
4 544.14

16 010.14
3 724.47
2 741.20
2 438.48
2 744.50

历史发生滑坡数量/例
0

41
330
334
48
28

154
235
234
102
25
93

185
345
105
163
29
38
63

460
67
77
98

168
343

滑坡密度/（例  · km-²）
0.000
0.019
0.037
0.051
0.103
0.002
0.023
0.038
0.087
0.164
0.002
0.026
0.034
0.056
0.096
0.008
0.022
0.038
0.057
0.101
0.004
0.021
0.036
0.069
0.125
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集于面积有限的极高易发区内，对于实现精准防灾

和优化资源配置具有至关重要的指导意义。逻辑回

归模型在界定安全区时表现稳健，而支持向量机和

梯度提升机虽同样有效，但在风险识别的精度上略

逊 一 筹 。 从 防 灾 减 灾 的 角 度 出 发 ，随 机 森 林 和

XGBoost模型无疑是进行此类研究的首选工具。

2.4　机器学习模型的验证指标

本研究对 5 种模型进行性能评估，评价指标涵盖

准确率、精确率、召回率、F1-score 及受试者工作特征

曲线下面积（area under the curve， AUC）。试验结果

（表 4，图 5）表明，集成学习类模型在总体性能上显著

优于传统线性模型，其中随机森林与 XGBoost 展现

出最优的综合性能，GBM 次之。

在滑坡灾害易发性建模中，模型的判别能力不仅

体现在分类精度指标上，更体现在对滑坡发生的聚集

上。这些指标从不同维度度量模型区分滑坡与非滑

坡样本的能力，其结果与易发性分区的空间表现高度

一致。集成学习类模型在本研究中表现优异，尤其

在处理地质环境中普遍存在的特征非线性、多变量

交互等问题时展现出更强的稳定性与适应能力。

随机森林模型在整体性能上最为稳健，准确率

达 0.85，AUC 值高达 0.93，F1-score 亦维持在 0.86 的

高水平。模型在捕捉滑坡发生区域时表现出良好的

均衡性。高达 0.90 的召回率确保对大部分真实滑坡

点的成功识别，而 0.82 的精确率则意味着其预测结

果具有很高的可靠性。高召回与高精度相结合，正

是其能够在易发性分区中，以最高效率将滑坡点富

集于极高易发区，使其滑坡密度达 0.164 例/km²的原

因。进一步证明其在正负类划分上的清晰边界与判

别效率。

梯度提升机（GBM）和 XGBoost模型的模拟效果

同样优异且高度相似，其各项指标均处于高位，AUC
值同为 0.92，具有强大的模型性能，其精确率（0.84）
高于所有模型，意味着当它们预测某处为滑坡点时，

其判断的可信度极高，即在易发性分区中具有有效

划定出高风险区域的能力。然而，其召回率略低于

随机森林，这可能导致其在识别所有潜在滑坡点方

面稍显保守，这与前文分析中 GBM 模型将部分滑坡

点错误归入极低易发区的情况相呼应。

在非集成类模型中，支持向量机（SVM）表现出

极端的召回率倾向。其召回率高达 0.96，显著高于其

他模型，表明其在捕捉正类样本方面极为敏感。然

而，精确率仅为 0.67，AUC 值为 0.79，说明该模型存

在明显的误报风险。为尽可能多地识别出所有真实

滑坡点，SVM 模型倾向于将更多区域划分为易发区，

虽然保证了极低的漏报率，但也导致其高风险区的

范围相对宽泛，风险密度被稀释，这与前文的统计分

析结果吻合。逻辑回归作为传统的线性模型，整体

模拟性能相对较弱，与 SVM 相似，其召回率较高

（0.83），但精确率较低，仅为 0.67，AUC 值为 0.74，显
示出其在非线性关系处理与特征交互建模方面存在

明显短板。逻辑回归模型的表现较为典型地反映了

线性假设模型在复杂、非平衡数据场景下的局限性，

但其参数可解释性强、计算效率高，仍适用于部分资

源受限或需强调模型透明度的应用情景。

随机森林、XGBoost 与 GBM 在滑坡灾害风险评

价中均具有显著的性能优势，尤其在应对复杂特征

关系的问题时，集成学习方法展现出更优的泛化能

力与分类精度。SVM 虽在召回率方面突出，但高误

报率限制其独立应用价值；逻辑回归则适合作为对

比基准或在特定需求条件下的备选方案。结合易发

性区划与滑坡密度特征分析，集成模型在“高”与“极

高”易发区表现出更强的灾害聚集检测能力，是未来

地质灾害精细化评估与风险控制的优选模型。

2.5　基于 SHAP 模型的可解释性

滑坡形成机理复杂，厘清其主导驱动因素及其

空间异质性特征对地质灾害防控具有重要意义。为

提 升 模 型 的 可 解 释 性 ，本 文 引 入 SHAP（shapley 

表 4　不同模型性能指标

Table 4　Performance indicators of different models

模型名称

逻辑回归模型

随机森林模型

支持向量机

梯度提升机

XGBoost模型

准确率

0.70
0.85
0.73
0.83
0.84

精确率

0.67
0.82
0.67
0.84
0.84

召回率

0.83
0.90
0.96
0.85
0.85

F1-score
0.74
0.86
0.79
0.84
0.84

AUC
0.74
0.93
0.79
0.92
0.92

图 5　桂林市不同滑坡易发性模型 ROC 曲线图
Fig.5　ROC curves for different landslide susceptibility 

models in Guilin City
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additive explanations）方法，对各预测模型的输出进

行解释，进而揭示不同因子对滑坡发生概率的相对

贡献与交互机制。

图 6 反映了 5 种模型的特征贡献值的差异，其中

每一行代表一个输入特征，每个圆点对应一个样本。

点的颜色反映特征值的大小，SHAP 值越大，说明该

特征对预测为滑坡的正向贡献越大。以“距道路距

离”和“距河流距离”为例，高 SHAP 值区域主要集中

在蓝色点上，表明距离这些要素越远，滑坡发生的可

能性越低。

图 7 给出了各特征的平均绝对 SHAP 值，反映其

在模型中的整体重要性。分析结果表明，尽管各模

型的内部算法存在差异，但在识别核心致灾因子上

形成高度共识，同时也揭示不同模型对因子敏感性

的差异。

地下水位是最为关键的控制性因子，也是典型

的 岩 溶 因 子 之 一 。 在 梯 度 提 升 机 、随 机 森 林 和

XGBoost 3 个集成模型中，其 SHAP 值在重要性排名

中均为最高，在逻辑回归和支持向量机中位列前三。

地下水位的上升会增加土体的孔隙水压力，从而显

著降低斜坡的抗剪强度，是诱发滑坡最直接、最活跃

的因素之一。集成树模型能够有效捕捉地下水含量

与滑坡风险复杂的、非线性的阈值效应，赋予其较大

的权重，从而得到较高 AUC 值等指标。

土壤类型和与道路距离也至关重要。土壤类型

作为滑坡发生的物质基础，其物理力学性质直接决

定斜坡的固有稳定性。在结构相对简单的逻辑回归

和支持向量机模型中，土壤类型的重要性甚至超过

地下水位，这可能表明土壤类型与滑坡风险间存在

较强的、易于被模型捕捉的直接关联。红壤在桂林

市分布广泛，这种土壤类型分散性强，稳定性差，黏

粒含量高，是造成滑坡易发的重要土壤类型之一。

土壤类型与地下水含量存在交互作用，地下水通过

矿物质和盐分的运输持续改造土壤剖面和物理性

质，从而影响滑坡的发生。

距道路距离作为一个显著的人类工程活动指

标，其重要性在所有模型中都得到体现，尤其在随机

森林和 XGBoost 模型中表现突出，充分说明道路修

建过程中的边坡开挖、荷载增加以及对原始排水系

统的破坏，是研究区内滑坡灾害的重要诱发因素。

地表粗糙程度的重要性在不同模型之间存在差

异。在梯度提升机、随机森林和 XGBoost 模型中，它

均是排名前三的关键因子；然而，在逻辑回归和支持

向量机模型中，其 SHAP 值几乎可以忽略不计。这

种差异源于不同模型的内在特性，地表粗糙度作为

一个描述微观地貌形态的指标，其与滑坡风险的关

系并非简单的线性关系。集成树模型通过对数据空

间进行递归的、精细的划分，能够有效学习到在某一

图 6　各模型特征贡献摘要图解

Fig.6　Feature contribution summary diagram of different models
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特定地貌组合下，较高的粗糙度意味着更高的风险这

类复杂的局部规则。而逻辑回归等线性模型则难以

捕捉这种非单调的复杂关系，从而忽视该因子的价

值。进一步论证了集成模型在整体预测精度上更优。

距断层距离在梯度提升机模型和 XGBoost 模型

中贡献显著。断层带附近岩体破碎、节理发育，为斜

坡失稳提供天然的结构弱面。强大的集成模型能够

识别出这种空间邻近性带来的潜在风险。

值得注意的是，水土流失程度的 SHAP 值在所

有模型中普遍较低，这一现象可能源于水土流失对

滑坡的影响通常是间接的，并且其与土壤类型存在

交互作用，不同土壤类型的水分保持能力和透水性

可能决定水土流失的程度，从而影响表层土壤的稳

定性，而滑坡往往涉及更深层次的土体失稳。水土

流失程度与滑坡发生具有一定的相关性，但其在预

测中的作用可能被土壤类型这个更直接的因子所替

代，导致其在模型中的贡献度较低。水土流失的空

间分布和强度通常较为复杂，受多种因素影响，因此

其在模型中的重要性较为分散，可能进一步削弱其

在模型中的表现。

不同模型的特征贡献排序存在显著差异，体现

算法机制对解释结果的敏感性。图 6 中 SHAP 值的

分布特征也揭示各模型在风险评估上的差异。逻辑

回归和支持向量机的 SHAP 值分布则较为集中，特

别是在特征如土壤类型、距道路距离方面，SHAP 值

的离散范围相对较小。表明这些模型主要依赖于特

定的、具有明显线性关系的特征，而对复杂因子较为

保守。逻辑回归在处理土壤类型时的 SHAP 值分布

非常集中，表明该模型能够快速且准确地捕捉土壤

类型与滑坡易发性的直接关系，但缺乏对其他非线

性因素的灵活适应性。支持向量机在处理非线性关

系时表现优于逻辑回归，但其 SHAP 值分布仍然较

为集中，尤其在地表粗糙度等复杂因子的处理上有

所不足。集成模型的 SHAP 值分布较为宽泛，表明

它们在对特征的贡献进行学习时，能够充分挖掘特

征复杂的交互作用，并根据不同的条件灵活调整预

测结果。在 XGBoost 的 SHAP 值分布中，地下水位

的贡献值跨越较大范围，显示出该模型能够灵活地

识别不同水位条件下的风险差异，并做出相应的调

整。这种宽泛的 SHAP 值分布反映了 XGBoost 和梯

度提升机的强大建模能力，能够应对复杂的非线性

关系，并在多因子影响下进行精细化的预测。随机

森林的 SHAP 值分布较为均衡，体现其通过 Bagging
机制进行多样化学习的特点，能够通过多棵树的集

成学习对特征进行充分的多次评估，确保模型在大

范围特征空间中的广泛适应性。

SHAP 方法不仅证实地表粗糙度、水文因子和人

类活动对滑坡预测的重要驱动作用，也揭示了特征

间的复杂非线性交互及其在不同模型中的表现差

异。树模型在特征排序上的一致性增强解释结果的

图 7　各模型特征重要性排名

Fig.7　Feature importance ranking of different model
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可信度，而 LR 与 SVM 的偏好差异则提示在解读模

型输出时需结合算法特性进行综合评估。

3　讨 论

本研究以桂林典型喀斯特地貌区为研究对象，

融合 10 个滑坡影响因素，创新性地引入岩溶因子（地

下水位），构建机器学习与可解释性算法（SHAP）的
滑坡易发性评估框架。通过多模型对比与结果解

释，旨在筛选最优预测模型并揭示主导因子作用机

制。与以往研究中使用的缺乏可解释性的机器学习

“黑匣子”模型相比，本研究提出的新型可解释模型

对特定位置的滑坡成因分析和风险预测具有重要

意义。

本研究采用 5 种机器学习模型，成功地构建滑坡

易发性评估框架，并验证该框架在桂林喀斯特地貌

区滑坡预测中的有效性。然而，模型在准确性和可

解释性上仍存在一定局限性，值得进一步优化。

尽管本研究在机器学习模型构建过程中采用超

参数优化，但由于样本量较为有限，可能存在模型过

拟合的风险。因此，未来的研究应当探索如何利用

更多样本和数据源，减少过拟合的可能，提升模型的

普适性和广泛适用性。

现有研究普遍认为非滑坡样本的采样区域和比

例会影响滑坡易发性评估的敏感性［24］。虽然本研究

中的非滑坡样本避开滑坡发生区域，也与滑坡样本

的数量基本相同，但未来研究中应尝试不同的非滑

坡样本取样方法及比例，以优化模型的样本代表性，

确保评估结果的精度。尤其是在滑坡频发的地区，

优化非滑坡样本的选取策略对于提高预测准确度至

关重要。

在数据源方面，虽然在滑坡易发性评估中引入

地下水位，但仍缺乏地下溶洞等特殊地质数据。因

此，未来的研究将进一步寻找更多具有区域特色的

地质数据，以丰富模型输入，提高预测的可靠性和精

度。同时，研究区的偏远地区，尤其是高海拔［25］地

区，可能因缺乏足够的滑坡信息而影响模型的准确

性。尽管如此，滑坡发生的潜力并未因此消失，后续

将针对这些空白区域进行更多的滑坡数据收集与

研究。

尽管本研究仍存在一定的不确定性和局限性，

但其所提出的可解释模型为滑坡易发性评估提供新

的视角，尤其在滑坡风险管理中，能够为决策提供更

为精准的参考。未来的研究可以借助更多的地质和

水文数据，进一步完善滑坡易发性评估体系，提升对

滑坡灾害风险的预测与防控能力。

4　结 论
（1） 研究区滑坡易发性呈现“面积递减—灾害密

度激增”的典型分布特征。极高与高易发区虽面积

较小，却集中承载绝大部分历史滑坡事件。各模型

对比表明，集成树模型（如 RF， XGBoost）在极高风

险区的识别能力最强，滑坡密度提升 20%~70%，尤

其 RF 与 XGBoost 在高风险区域的精确度较其他模

型高。GBM 的覆盖面积最大，但密度较低。逻辑回

归表现出较强的保守性，适合用于安全区界定。综

合考虑，RF 与 XGBoost 更适用于极高风险区的精准

防控，而 GBM 则需要警惕预测范围过大的问题。

（2） 集成类模型（RF， GBM， XGBoost）整体性

能显著优于线性模型 LR 与核方法 SVM。其中，随

机森林（RF）表现最佳，其高召回率与高精确率的协

同作用，使其能够在极高易发区实现最高密度。梯

度提升机与 XGBoost 虽精确率较高，但召回率相对

较低，导致部分滑坡点被误划入安全区。支持向量

机极端偏向高召回率，导致高风险区范围扩展。逻

辑回归虽然在复杂交互场景中表现较弱，但在安全

区域筛查中仍具一定价值。集成模型因其强大的非

线性适应能力，是地质灾害精细化风险评估的首选

工具。

（3） 地下水位为核心控制因子，集成模型中其重

要性最高。土壤类型在逻辑回归与 SVM 中表现更

为突出，尤其是红壤，其与地下水形成交互作用，是

区域主要致灾类型。距道路距离在 RF 与 XGBoost
中表现突出，反映了工程开挖与排水破坏的诱发机

制。地表粗糙度在线性模型中的贡献较弱，因其非

线性特性未能完全被捕捉。水土流失的贡献较小，

因其作用已被土壤类型替代，并涉及深层失稳机制。

集成模型因能捕捉复杂特征间的交互作用，其 SHAP
值分布较宽，解释更为细致，而线性模型的特征贡献

则显得较为集中。
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